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空气质量预测的深度学习模型研究与实践
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摘　 要： 及时和准确的空气质量预测数据对于环境管理至关重要，尤其是在空气重污染期间，预测数据可以为政府生态环境管

理部门应对污染状况、精准地调配社会资源的决策提供数据支撑。 本文提出的基于人工智能的深度学习模型 ＡｉｒＮｅｔ６，可以兼顾

准确性和实时性，实现臭氧、二氧化硫、一氧化碳等因子的 ７ 天甚至更长时间的空气质量预测。 与传统的化学模型演算不同，本
模型使用时空图卷积网络（ＳＴＧＣＮ），捕获历史监测数据、天气预测数据、社会活动等数据的规律，在 ２ ｍｉｎ 内完成一百多个点位

未来 １６８ ｈ 数据的预测。 实验表明，ＡｉｒＮｅｔ６模型在速度、节能和准确度上，比传统的化学模型及时间序列 ＡＩ 模型均有明显进步。
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０　 引　 言

传统的基于化学模型的空气质量预测方法，一
般是基于污染源排放数据、天气预测数据通过复杂

的模拟运算得到结果［１］。 庞大的计算量需要大规

模服务器集群甚至超级计算机等计算资源，并耗时

数个小时才能生成结果，因此通常只能做到每天预

测一次［２］。 而空气质量预测的数据对环境管理很

重要，是政府做出决策、调配资源、采取应对措施的

基本依据，在重污染天气时，管理机构和专家需要实

时应对天气和污染状况作出决策，需要更加及时反

映当前时刻的预测数据，化学模型的计算速度很难

满足需求［３］。

而随着人工智能技术的发展，基于机器学习的

时间序列预测模型可以根据历史的数据，推理出未

来一段时间的预测数据。 比如在气象预报中，可以

使用 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ）模型，通过前

一段时间序列数据，推测出后续的气温数据变

化［４］。 经改进的 ＬＳＴＭ 模型，融合栈式稀疏自编码

器（Ｓｔａｃｋ Ｓｐａｒｓｅ Ａｕｔｏ－Ｅｎｃｏｄｅｒ，ＳＳＡＥ），在预测京津

冀地区 ＰＭ２．５ 数据时，也取得很好的效果［５］。 但时

间序列的模型只是单纯地捕捉测点的数据随时间变

化的规律，并没有考虑测点之间的关联因素，也没有

关联其他环境的因素，因此准确度仍有不足。
时空 图 卷 积 网 络 （ Ｓｐａｔｉｏ － Ｔｅｍｐｏｒａｌ Ｇｒａｐｈ

Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋｓ，ＳＴＧＣＮ）最早是用于交通网



络的流量预测，后来也延伸至其他领域［６］。 如

Ｓｔａńｃｚｙｋ 等［７］ 使用 ＳＴＧＣＮ 对丹麦和荷兰两个地区

的多个观测点位的风速数据进行预测，取得了比传

统卷积网络更高的准确度；而 Ｚｈａｎｇ 等［８］ 使用的

ＳＴＧＣＮ 模型预测河流水质中溶解氧、水温等多个因

子的数据。 本文提出的新的深度学习模型 ＡｉｒＮｅｔ６，
不只是利用了测点的历史空气质量数据以及其空间

关联，还加入了对应的天气预测数据、社会活动数据

等影响空气质量的因素，能快速预测出 １６８ ｈ 内的

空气质量数据。

１　 模型设计

１．１　 模型输入

传统的化学模型需要空气质量数据、气象数据和

污染 排 放 数 据 作 为 运 算 的 基 础， 例 如 ＣＭＡＱ
（Ｃｏｍｍｕｎｉｔｙ Ｍｕｌｔｉｓｃａｌｅ Ａｉｒ Ｑｕａｌｉｔｙ）模型的输入数据

就包括各监测因子的实测数据、气象预报数据和污染

源排放清单［９］。 类似的，ＡｉｒＮｅｔ６ 模型的输入数据也

包括历史的监测数据及天气预测数据和排放数据，但
与 ＣＭＡＱ 输入的二维平面数据不同，ＡｉｒＮｅｔ６ 输入的

是多维的点位的数据；另外，排放数据在 ＡｉｒＮｅｔ６ 中用

社会活动数据统计数据进行替代。 模型数据流图如

图 １ 所示。 模型输入的 数 据 是 一 个 ３ 维 张 量

（ｔｅｎｓｏｒ），其中第一维是时间，粒度为一小时，例如以

一年的数据作为输入，时间维度的长度为 ３６５×２４ ＝
８ ７６０；第二维是点位，例如广东的国控空气监测的点

位有 １２５ 个，点位维度的长度就为 １２５；第三维是通

道，对应不同的因子，第一个通道是监测数据，例如

ｏｚｏｎｅ 的监测数据，第二个通道开始的 ７ 个通道是天

气预测的数据，分别是气压、光照、降水、温度、湿度、
风速 ｕ、风速 ｖ，最后一个通道是社会活动数据。
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图 １　 模型数据流图
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　 　 天气预测数据与社会活动数据是可预测的，比
历史监测数据多一些，例如：当需要预测 ７ 天后空气

质量数据时，模型可以使用已经获取到的 ７ 天后的

天气预测数据以及社会活动数据，而不是只使用当

前的历史数据，这样预测的结果更为准确。
　 　 天气预测有多种参量数据，其中地面风场、大气

层结及天气形势等主要气象参量与环境空气质量的

相关关系较强［１０］。 因此本模型选用气压、光照、降
水、温度、湿度、ｕ 风速、ｖ 风速作为模型输入数据。
另外，空气质量数据是基于监测点位的数据，而天气

预测数据是平面网络数据，例如本模型使用的

ＮＯＡＡ （ Ｎａｔｉｏｎａｌ Ｏｃｅａｎｉｃ ａｎｄ Ａｔｍｏｓｐｈｅｒｉｃ
Ａｄｍｉｎｉｓｔｒａｔｉｏｎ） 的 ＧＦＳ （ Ｇｌｏｂａｌ Ｆｏｒｅｃａｓｔ Ｓｙｓｔｅｍ） 数

据，是沿经纬度每 ０．２５ 度一个数据。 为了将这两种

数据融入到一个模型中，需要把其空间域统一。 因

此，本文使用监测点位作为统一的空间域，数据量可

以大为减少，每个监测点位的天气预测数据，根据其

位置通过插值得出。
排放清单数据反映了每种污染物排放的时空分

布，是空气质量预报重要的输入数据［１１］。 经研究测

试，相关的社会活动数据如污染源排放、经济活动、
交通流量等微观数据很难准确、完整地收集，且这些

数据的时间与空间域跟监测数据相差很远，难以像

气象数据那样整合。 而在对空气质量产生影响的社

会经济因素中，社会活动强度是较为明显的，可以用

反映社会活动强度的数据作为排放清单的替代［１２］。
例如，电网负荷指标就可以直接反映社会活动强度

变化，而对用电负荷特性影响很大的因素是重大社

会活动和节假日［１３］。 因此，本模型使用一个宏观的

统计值作为活动强度的可预测的指标数据。 由于社

会活动的频繁程度主要与“工作日（ｗ）”及“休息日

（ｒ）”交替相关，通过对“前一日”、“当日”、“后一

日”不同情况的枚举，得出 ｗｗｗ、ｗｗｒ、ｗｒｗ、ｗｒｒ、ｒｗｗ、
ｒｗｒ、ｒｒｗ、ｒｒｒ 这 ８ 种排列，通过对历史数据中这 ８ 种

情况的监测数据统计，就可以得出每个点位在这 ８
种情况下 ２４ 小时中的平均值，作为代表其社会活动

频繁程度的经验值，如图 ２ 所示。
１．２　 网络结构

模型的网络结构如图 ３ 所示，模型的网络结构

由三层时空卷积块和一层连接层组成。 三层时空卷

积层中，前面两层的时空卷积层只有一个时空卷积

块，后面第三层的时空卷积层与连接层对接，有 ４ 个

时空卷积块分别对接到第四层连接层的 ４ 个连接

块。 时空卷积块是模型的核心，由时间层和空间层

组成。 时间层用于捕捉数据组的时序变化特征，与
ＬＳＴＭ 的作用类似，但由于其基于卷积网络而非

ＬＳＴＭ 的循环网络，可以更好的使用并发计算机制，
运算的速度更快［１４］；Ｋｉｐｆ［１５］ 提出空间层，建立多个

点位间关联图谱，实现图卷积网络，点位数据之间的

空间关联特征。
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图 ２　 在 ８ 类工作日情况下的监测数据均值
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图 ３　 模型的网络结构图
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１．３　 模型输出

最初的模型输出的数据是一个 １ 维张量，第一

维是点位，数据代表这些点位在 ｎ 个小时后的时间

点的空气质量，这就需要为每一个时间点训练一个

模型，如果需要预测 ７ 天的空气质量数据，就要训练

７×２４＝ １６８ 个模型，而 ６ 个监测因子，就要训练 １６８×
６＝ １ ００８ 个模型。

使用时间移位的方法，每个因子只需要训练 ８
个模型。 每个模型只预测 ｎ ＝ ［３，６，１２，２４，４８，７２，
１２０，１６８］８ 个时间点的空气数据，只需要 ８×６ ＝ ４８
个模型。 而这些时间点之间的数据，使用最靠近的

后面的时间点模型计算得出，但输入数据需要相应

前移获取。 例如，时间点 １０ 没有对应的模型，就是

用后面最靠近的 １２ 的模型，但输入数据需要前移 ２
小时来取。

模型数据输入输出映射图如图 ４ 所示。 假设时

间点 １２ 的模型需要输入 ２４ 个小时的数据， 当前时

刻为 ｔ，ｔ以及 ｔ以前的数据都已就绪；而预测 ｔ ＋ ７ ～
ｔ ＋１２ 的数据，都使用时间点 １２ 的模型计算，其中预

测 ｔ ＋ １２ 时，输入 ｔ － ２３ ～ ｔ的数据；预测 ｔ ＋ １０ 时，
输入 ｔ － ２５ ～ ｔ － ２ 的数据。

图 ４　 模型数据输入输出映射图

Ｆｉｇ． ４　 Ｍｏｄｅｌ ｄａｔａ ｉｎｐｕｔ ｏｕｔｐｕｔ ｍａｐｐｉｎｇ ｄｉａｇｒａｍ
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　 　 同理，时间点 ｎ 的模型可覆盖的预测时间，见
表 １。

表 １　 时间点覆盖表

Ｔａｂｌｅ １　 Ｔｉｍｅ ｐｏｉｎｔ ｃｏｖｅｒａｇｅ

时间点 ｎ 模型 覆盖预测时间 ／ ｈ

３ １～３

６ ４～６

１２ ７～１２

２４ １３～２４

４８ ２５～４８

７２ ４９～７２

１２０ ７３～１２０

１６８ １２１～１６８

　 　 经进一步的研究迭代，将模型结构改为多输出，
每个因子只需要训练 ３ 个模型，其中一个用于同时

预测 ｎ ＝ ［３，６，１２，２４］４ 个时间点后的空气数据，一
个同时预测 ｎ ＝ ［４８，７２］两个时间点，还有一个同时

预测 ｎ ＝ ［１２０，１６８］两个时间点，这样就只需要 ３×
６＝ １８ 个模型。 经测试对比，将时间点作 ４－２－２ 的

分割，可以减少模型和训练模型的时间，而且准确率

几乎没有下降。 但若作 ４－４ 分割，后面 ４ 个时间点

（４８，７２，１２０，１６８）的准确率有些下降，如果是用 １
个模型直接输出 ８ 个时间点，准确率显著下降，因此

４－２－２ 的分割是相对更好的选择。
　 　 最后，迭代后模型的输出为一个 ２ 维张量，第一

维是时间点，长度为 ２ 或者 ４，代表 ２ 或者 ４ 个时间

点；第二维度是点位。

２　 实验

２．１　 数据集

本文使用广东省 １２５ 个国控点的空气质量小时

数据作为训练和验证模型的数据，包括臭氧、二氧化

氮、一氧化碳、二氧化硫、ＰＭ１０、ＰＭ２．５ 六个监测因

子，点位的经纬度坐标用于与天气预测数据关联插

值。
天气预测的数据，本文使用 ＮＯＭＡＤＳ（ＮＯＡＡ

Ｏｐｅｒａｔｉｏｎａｌ Ｍｏｄｅｌ Ａｒｃｈｉｖｅ ａｎｄ Ｄｉｓｔｒｉｂｕｔｉｏｎ Ｓｙｓｔｅｍ）的
ＧＦＳ０．２５ 数据，空间范围是覆盖广东省的经纬度矩

形（＂ ｎｏｒｔｈ＂ ： ２６，＂ ｗｅｓｔ＂ ： １０９，＂ ｓｏｕｔｈ＂ ： ２０，＂ ｅａｓｔ＂ ：
１１８）。 近 ８ 天的 ＧＦＳ 数据可以通过 ＮＯＡＡ 官方的

ＮＯＭＡＤＳ 渠道获取，但更久远的历史数据需通过大

气 科 研 组 织 ＵＣＡＲ （ Ｕｎｉｖｅｒｓｉｔｙ Ｃｏｒｐｏｒａｔｉｏｎ ｆｏｒ
Ａｔｍｏｓｐｈｅｒｉｃ Ｒｅｓｅａｒｃｈ） 取得。 这两个平台均支持

ＷＣＳ（Ｗｅｂ Ｃｏｖｅｒａｇｅ Ｓｅｒｖｉｃｅ） 和 ＯＰｅＮＤＡＰ （Ｏｐｅｎ －

ｓｏｕｒｃｅ Ｐｒｏｊｅｃｔ ｆｏｒ ａ Ｎｅｔｗｏｒｋ Ｄａｔａ Ａｃｃｅｓｓ Ｐｒｏｔｏｃｏｌ）等
通用数据接口，ＯＰｅＮＤＡＰ 更适合长期使用需求且性

能更好［１６］。 因此为了适配常规化运行的场景，本模

型的数据源使用 ＯＰｅＮＡＤＰ 接口。
社会活动数据使用“工作日－休息日”宏观经验

值，加上空气质量历史统计数据组成。
数据集的范围为 ２０２１ 年 ４ 月 １ 日 ～２０２２ 年 １０

月 １ 日，其中 ２０２１ 年 ４ 月 １ 日～２０２２ 年 ７ 月 １ 日的

数据用于训练，２０２２ 年 ７ 月 １ 日～２０２２ 年 １０ 月 １ 日

的数据用于测试。 即 ５ 个季度的数据用于训练，１
个季度的数据用于测试。
２．２　 数据预处理

算法和数据是人工智能模型的核心，高质量的

数据对提高预测的准确率至关重要，因此在模型输

入数据之前，要对数据做清洗、补足等预处理操

作［１７］。 由于国控点的空气质量监测数据由自动监

测设备产生，通常存在缺数据的现象［１８］；而模型不

能输入空数据，所以需要先把缺失的数据补足。 补

足的方法是先用空间补足，即使用同一时间周边有

数据的点位的数据，通过效果相对较好的克里金插

值方法得出缺数据点位的数值［１９］。 如果空间补足

后仍有缺数据（这种情况一般为网络或者中心服务

故障，导致同一时间大部分点位都没有数据），此时

使用时间补足，用这个点位前一天的数据补足缺失

的数据。
天气预测数据缺失不常见，而且因为天气预测

数据冗余非常多，只需要把前一天和后一天相应时

间的数据赋值过来即可。
社会活动的宏观指标数据没有缺失，不需要补

足。
所有的输入数据在进入模型之前，必须规格化。

规格化就是把所有数值按比例压缩到［０，１］的范

围，以利于神经网络计算。 规格化的上下限值一般

设置为样本数据（供训练的历史数据）的最大最小

值，但为了训练出的模型能够适应样本以外的数据，
本文将上下限值扩展一倍。 设 Ｓｍａｘ、Ｓｍｉｎ、Ｓａｖｇ分别是

所有样本数据的最大值、最小值和平均值，规格化的

上限和下限如公式（１）和公式（２）：
Ｎｏｒｍａｌｉｚｅｄｍａｘ ＝ ２ × Ｓｍａｘ － Ｓａｖｇ （１）
Ｎｏｒｍａｌｉｚｅｄｍｉｎ ＝ ２ × Ｓｍｉｎ － Ｓａｖｇ （２）

２．３　 实验设置

本文使用 ３ 台 ＰＣ 进行训练及验证，每天 ＰＣ 配

备一个 ｎｖｉｄｉａ ３０８０ 或 ３０９０ＧＰＵ 以提供算力，在训练

时功耗约为 ３００ Ｗ，每个模型的训练时间大概需要
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２ ｈ。模型程序运行在 ｕｂｕｎｔｕ２０．０４ 和 ｐｙｔｈｏｎ３．９ 环境

中，ＡＩ 框架使用 ｐｙｔｏｕｃｈ１．１２．０，ＣＵＤＡ 版本为１１．７。
为了加快计算速度，减少 ＧＰＵ 内存使用，模型全程

使用 ｆｌｏａｔ３２ 类型进行运算。
２．４　 实验结果

根据《环境空气质量数值预报技术规范 （ＨＪ
１１３０－２０２０）》中的“６．２ 单项污染物浓度预报统计评

估”，计算 ４ 个模型在预测 ２０２２ 年 ７ 月 １ 日 ～ ２０２２

年 １０ 月 １ 日各因子预报结果与实况的偏差、误差和

相关性。
标准化平均偏差结果比较见表 ２，ＡｉｒＮｅｔ６ 模型

在 ６ 个因子的预测结果的平均偏差绝对值中，Ｏ３、
ＮＯ２、ＣＯ、ＰＭ１０ 等 ４ 个因子是最小的，而 ＰＭ２．５ 和

ＳＯ２ 分别排在 ２、３ 位。 另外，由于化学模型偏差较

大，对其数据做初步的修偏处理，得到“化学模型

（修偏）”数据，用于后续的结果对比。

表 ２　 标准化平均偏差结果比较

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｔａｎｄａｒｄｉｚｅｄ ｍｅａｎ ｄｅｖｉａｔｉｏｎ ｒｅｓｕｌｔｓ ％

因子 模型 Ｄａｙ１ Ｄａｙ２ Ｄａｙ３ Ｄａｙ４ Ｄａｙ５ Ｄａｙ６ Ｄａｙ７ 平均

Ｏ３ ＡｉｒＮｅｔ６ －６ －１１ －９ －１３ －１３ －１３ －１３ －１１

Ｐｒｏｐｈｅｔ －１８ －１８ －１７ －１７ －１８ －１８ －１９ －１８

ＬＳＴＭ －２２ －２４ －２３ －２３ －２３ －２３ －２４ －２３

化学模型 ５０ ５７ ６５ ７１ ７４ ７３ ６６ ６５

化学模型（修偏） －９ －５ ０ ４ ５ ５ １ ０

ＮＯ２ ＡｉｒＮｅｔ６ ０ １ ３ ０ －１ ２ ２ １

Ｐｒｏｐｈｅｔ －１４ －１４ －１５ －１５ －１６ －１６ －１６ －１５

ＬＳＴＭ ２２ ２１ ２１ ２１ ２０ ２０ ２０ ２１

化学模型 ４９ ５５ ５５ ５３ ５５ ５０ ４８ ５２

化学模型（修偏） －２ ２ ２ １ ２ －１ －３ ０

ＣＯ ＡｉｒＮｅｔ６ －６ －８ －６ －４ －４ －２ －２ －４

Ｐｒｏｐｈｅｔ －８ －８ －８ －８ －８ －８ －８ －８

ＬＳＴＭ ３５ ３７ ３６ ３６ ３６ ３５ ３５ ３６

化学模型 －４７ －４７ －４７ －４６ －４５ －４５ －４７ －４６

化学模型（修偏） －１ －２ －１ １ ３ １ －１ ０

ＳＯ２ ＡｉｒＮｅｔ６ －９ －１３ －１２ －１３ －１３ －１２ －１３ －１２

Ｐｒｏｐｈｅｔ －９ －１０ －１０ －１０ －１０ －１０ －１０ －１０

ＬＳＴＭ ９ １０ ９ ９ ９ ９ ９ ９

化学模型 ７ １０ １４ １７ １８ １３ ９ １３

化学模型（修偏） －５ －２ ２ ４ ５ ０ －２ ０

ＰＭ１０ ＡｉｒＮｅｔ６ －４ －５ －８ －７ －７ －９ －９ －７

Ｐｒｏｐｈｅｔ －２３ －２３ －２３ －２３ －２４ －２４ －２４ －２３

ＬＳＴＭ －１３ －１３ －１３ －１３ －１３ －１２ －１３ －１３

化学模型 －４３ －４３ －４２ －４０ －４１ －４２ －４６ －４２

化学模型（修偏） －２ －１ －１ ４ ２ －１ －７ －１

ＰＭ２．５ ＡｉｒＮｅｔ６ －１０ －２３ －１３ －１８ －１７ －１７ －１７ －１６

Ｐｒｏｐｈｅｔ －２９ －２９ －２９ －２９ －３０ －３０ －３０ －３０

ＬＳＴＭ －１３ －１３ －１３ －１３ －１４ －１５ －１６ －１４

化学模型 －２９ －２９ －２９ －２４ －２５ －２７ －３３ －２８

化学模型（修偏） －１ －２ －１ ６ ３ １ －７ ０
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　 　 均方根误差结果比较见表 ３，ＡｉｒＮｅｔ６ 模型在 ６
个因子的预测结果的均方根误差中，６ 个因子均是

最小的。

表 ３　 均方根误差结果比较

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒ ｒｅｓｕｌｔｓ

因子 模型 Ｄａｙ１ Ｄａｙ２ Ｄａｙ３ Ｄａｙ４ Ｄａｙ５ Ｄａｙ６ Ｄａｙ７ 平均

Ｏ３ ＡｉｒＮｅｔ６ ３３．５５ ３６．３７ ３５．３２ ３８．６５ ３８．７８ ３８．９６ ３９．０１ ３７．２３

Ｐｒｏｐｈｅｔ ４２．８０ ４４．５７ ４５．５９ ４６．５０ ４７．２２ ４７．７４ ４８．１９ ４６．０９

ＬＳＴＭ ５１．７９ ５３．０６ ５２．９７ ５２．７１ ５２．９１ ５２．９７ ５３．０４ ５２．７８

化学模型 ５５．１９ ５６．１４ ６０．５７ ６３．８４ ６５．０１ ６４．３６ ６３．７３ ６１．２６

化学模型（修偏） ４３．７８ ４２．７９ ４３．６３ ４３．９１ ４３．３５ ４３．４５ ４５．３１ ４３．７５

ＮＯ２ ＡｉｒＮｅｔ６ ９．４５ ９．７６ １０．０２ ９．９４ ９．９５ １０．２２ １０．２１ ９．９４

Ｐｒｏｐｈｅｔ １０．６６ １０．７９ １０．８６ １０．９２ １０．９８ １１．０６ １１．１３ １０．９１

ＬＳＴＭ １８．９０ １４．９３ １４．９４ １４．９２ １４．９１ １４．９１ １４．９３ １５．４９

化学模型 ２４．４８ ２５．１０ ２５．８９ ２５．４４ ２５．６４ ２４．６２ ２４．７９ ２５．１４

化学模型（修偏） １６．４４ １６．７３ １７．２８ １７．０５ １７．０９ １６．５５ １６．７９ １６．８５

ＣＯ ＡｉｒＮｅｔ６ ０．３７ ０．４０ ０．４０ ０．３８ ０．３７ ０．３７ ０．３７ ０．３８

Ｐｒｏｐｈｅｔ ０．３７ ０．３７ ０．３７ ０．３７ ０．３７ ０．３７ ０．３７ ０．３７

ＬＳＴＭ ０．４９ ０．５０ ０．４９ ０．４９ ０．４９ ０．４９ ０．４９ ０．４９

化学模型 ０．４７ ０．４８ ０．４８ ０．４８ ０．４７ ０．４５ ０．４７ ０．４７

化学模型（修偏） ０．５０ ０．５０ ０．５１ ０．５１ ０．５１ ０．４８ ０．４９ ０．５０

ＳＯ２ ＡｉｒＮｅｔ６ １４．７１ １４．９８ １４．９２ １４．９９ １４．９０ １４．７１ １４．６９ １４．８４

Ｐｒｏｐｈｅｔ １４．７１ １４．９５ １４．９１ １４．９１ １４．８２ １４．７１ １４．７０ １４．８２

ＬＳＴＭ １５．３７ １５．３１ １５．２６ １５．２５ １５．１５ １５．０３ １５．００ １５．２０

化学模型 １６．１８ １６．００ １６．１１ １６．４１ １６．１９ １５．９２ １５．８４ １６．０９

化学模型（修偏） １５．８０ １５．６０ １５．６８ １５．９７ １５．７３ １５．４９ １５．４３ １５．６７

ＰＭ１０ ＡｉｒＮｅｔ６ １５．３２ １６．７２ １６．７０ １８．３８ １８．４３ １７．５８ １７．６０ １７．２５

Ｐｒｏｐｈｅｔ １９．８７ ２０．７０ ２１．１７ ２１．５８ ２１．８８ ２２．１５ ２２．４６ ２１．４０

ＬＳＴＭ ２１．９６ ２２．２６ ２２．４１ ２２．４４ ２２．６０ ２２．７３ ２２．７５ ２２．４５

化学模型 ２２．８７ ２２．８０ ２３．７２ ２３．６０ ２３．０６ ２３．３９ ２４．３２ ２３．３９

化学模型（修偏） ２５．８５ ２５．７０ ２７．１５ ２７．８０ ２６．５４ ２６．５２ ２６．１７ ２６．５３

ＰＭ２．５ ＡｉｒＮｅｔ６ １０．０７ １１．４１ １０．３１ １２．００ １２．０４ １１．６６ １１．６６ １１．３１

Ｐｒｏｐｈｅｔ １２．８２ １３．４８ １３．８０ １４．０９ １４．３１ １４．５１ １４．７５ １３．９７

ＬＳＴＭ １４．２３ １４．３２ １４．３０ １４．３９ １４．４３ １４．４０ １４．３２ １４．３４

化学模型 １４．０１ １３．９９ １４．８６ １５．００ １４．２９ １４．４７ １４．５９ １４．４６

化学模型（修偏） １６．４４ １６．３１ １７．３２ １８．０１ １６．８７ １７．００ １６．４３ １６．９１

　 　 多种模型 １～ ７ 天预测结果的相关系数见表 ４，
ＡｉｒＮｅｔ６ 模型在 ６ 个因子的预测结果的相关系数中，
Ｏ３、ＮＯ２、ＰＭ１０、ＰＭ２．５ 等 ４ 个因子是最小的，而 ＣＯ
和 ＳＯ２ 排在 ２ 位。
　 　 根据实验的结果可知，ＡｉｒＮｅｔ６ 在预测 ６ 个监测

因子中，Ｏ３、ＮＯ２、ＰＭ１０、ＰＭ２．５ 的准确率都明显优

于其他模型，而 ＣＯ 和 ＳＯ２ 这两个因子的准确率与

第一名 Ｐｒｏｐｈｅｔ 很接近且明显优于其他模型。

３　 常规化运行

模型训练完后通常可使用一个季度到一年，因
为模型只是捕捉了训练数据（本文使用的是 ２０２１ 年
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４ 月 １ 日～２０２２ 年 ７ 月 １ 日的数据）的规律，当内、
外环境因素有变化后，模型的预测准确率会下降，届

时需要重新使用训练数据重新训练模型，以获得更

匹配的预测结果。
表 ４　 多种模型 １～ ７ 天预测结果的相关系数

Ｔａｂｌｅ ４　 Ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔ ｒｅｓｕｌｔｓ ｏｆ １ ｔｏ ７ ｄａｙｓ ｐｒｅｄｉｃｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

因子 模型 Ｄａｙ１ Ｄａｙ２ Ｄａｙ３ Ｄａｙ４ Ｄａｙ５ Ｄａｙ６ Ｄａｙ７ 平均

Ｏ３ ＡｉｒＮｅｔ６ ０．７９ ０．７６ ０．７７ ０．７３ ０．７３ ０．７２ ０．７２ ０．７４

Ｐｒｏｐｈｅｔ ０．６６ ０．６１ ０．５９ ０．５７ ０．５５ ０．５４ ０．５３ ０．５８

ＬＳＴＭ ０．４２ ０．４０ ０．４０ ０．４１ ０．４１ ０．４１ ０．４１ ０．４１

化学模型 ０．４４ ０．４５ ０．４３ ０．４２ ０．４５ ０．４８ ０．４５ ０．４５

化学模型（修偏） ０．４４ ０．４５ ０．４３ ０．４２ ０．４５ ０．４８ ０．４５ ０．４５

ＮＯ２ ＡｉｒＮｅｔ６ ０．７０ ０．６７ ０．６７ ０．６７ ０．６７ ０．６５ ０．６５ ０．６７

Ｐｒｏｐｈｅｔ ０．６１ ０．６０ ０．５９ ０．５９ ０．５９ ０．５８ ０．５７ ０．５９

ＬＳＴＭ ０．２１ ０．２８ ０．２７ ０．２７ ０．２７ ０．２７ ０．２７ ０．２６

化学模型 ０．３４ ０．３２ ０．３０ ０．３０ ０．３０ ０．３２ ０．３２ ０．３２

化学模型（修偏） ０．３４ ０．３２ ０．３０ ０．３０ ０．３０ ０．３２ ０．３２ ０．３２

ＣＯ ＡｉｒＮｅｔ６ ０．２６ ０．１５ ０．１５ ０．１３ ０．１３ ０．１３ ０．１３ ０．１６

Ｐｒｏｐｈｅｔ ０．２９ ０．２７ ０．２６ ０．２５ ０．２４ ０．２３ ０．２２ ０．２５

ＬＳＴＭ ０．０２ ０．０３ ０．０３ ０．０３ ０．０３ ０．０３ ０．０３ ０．０３

化学模型 ０．０９ ０．０７ ０．０５ ０．０５ ０．０６ ０．０８ ０．０８ ０．０７

化学模型（修偏） ０．０９ ０．０７ ０．０５ ０．０５ ０．０６ ０．０８ ０．０８ ０．０７

ＳＯ２ ＡｉｒＮｅｔ６ ０．１８ ０．１６ ０．１６ ０．１３ ０．１３ ０．１６ ０．１６ ０．１６

Ｐｒｏｐｈｅｔ ０．１８ ０．１７ ０．１７ ０．１６ ０．１６ ０．１６ ０．１６ ０．１７

ＬＳＴＭ ０．０４ ０．０６ ０．０６ ０．０６ ０．０６ ０．０６ ０．０６ ０．０６

化学模型 ０．００ ０．００ －０．０１ －０．０１ －０．０１ －０．０１ －０．０１ －０．０１

化学模型（修偏） ０．００ ０．００ －０．０１ －０．０１ －０．０１ －０．０１ －０．０１ －０．０１

ＰＭ１０ ＡｉｒＮｅｔ６ ０．７０ ０．６３ ０．６３ ０．５３ ０．５３ ０．５８ ０．５８ ０．５９

Ｐｒｏｐｈｅｔ ０．５０ ０．４３ ０．３９ ０．３５ ０．３３ ０．３１ ０．２９ ０．３７

ＬＳＴＭ ０．１６ ０．１３ ０．１０ ０．０９ ０．０７ ０．０５ ０．０４ ０．０９

化学模型 ０．２１ ０．１７ ０．０８ ０．１０ ０．１２ ０．１５ ０．１６ ０．１４

化学模型（修偏） ０．２１ ０．１７ ０．０８ ０．１０ ０．１２ ０．１５ ０．１６ ０．１４

ＰＭ２．５ ＡｉｒＮｅｔ６ ０．６８ ０．６１ ０．６６ ０．５１ ０．５０ ０．５４ ０．５４ ０．５８

Ｐｒｏｐｈｅｔ ０．４９ ０．４０ ０．３６ ０．３２ ０．２９ ０．２８ ０．２５ ０．３４

ＬＳＴＭ ０．０８ ０．０６ ０．０６ ０．０４ ０．０３ ０．０４ ０．０５ ０．０５

化学模型 ０．２０ ０．１８ ０．０８ ０．１１ ０．１３ ０．１６ ０．１９ ０．１５

化学模型（修偏） ０．２０ ０．１８ ０．０８ ０．１１ ０．１３ ０．１６ ０．１９ ０．１５

　 　 模型在常规化运行时，不需要训练，只需要使用

训练好的模型进行推演，因此消耗的资源非常小，一
台普通配置的 ＰＣ （ＣＰＵ ＡＭＤ Ｒｙｚｅｎ ７ １７００，ＧＰＵ
ｎｖｉｄｉａ ９７０），在 ２ ｍｉｎ 内就可完成 ６ 个因子 １６８ ｈ 预

测，可以在生产中实现密度为每小时一次的预测，有
助于重污染天气的应对。

４　 资源消耗比较

人工智能模型与传统的化学模型的架构和运行

机制相差很大，因此在研发和实际运行时所需的资

源也各不相同，人工智能模型需要更多的运算资源

用于前期训练，但训练完成后在常规运行阶段只需

要极少的资源用于推理运算，而化学模型在运行阶
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段需要大量服务器计算资源，所以总体来说人工智

能模型会比传统的化学模型节省大量资源［２０］。 不

同模型的资源消耗见表 ５。

表 ５　 资源消耗比较

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｒｅｓｏｕｒｃｅ ｃｏｎｓｕｍｐｔｉｏｎ

模型 训练耗时 ／ ｄ 训练硬件需求 常规运行耗时 ／ ｍｉｎ 常规运行硬件需求 源数据需求

ＡｉｒＮｅｔ６ ２ ３０８０ ＧＰＵ ２ 普通 ＰＣ 历史数据、天气预测

Ｐｒｏｐｈｅｔ ３６０ 普通 ＰＣ 历史数据

ＬＳＴＭ １ ３ ０８０ ＧＰＵ １ 普通 ＰＣ 历史数据

化学模型 ３６０ 服务器集群 历史数据、天气预测、源清单

５　 结束语

本文提出了一种新的深度学习模型 ＡｉｒＮｅｔ６，可
以捕捉一片区域的空气质量随时间变化及随天气和

社会活动的规律，快速而准确的预测未来的空气质

量数据。 实验表明，在真实的广东省近年的国控数

据集上，新的模型优于其他模型，这对于实施更加精

细的环境管理是十分有用的。
未来，会继续优化迭代模型，提高模型的准确性

和适用范围，如河流水质监测、噪声监测等。
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