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摘　 要： 本文提出一种改进的多标签分类结构的实时车牌识别模型，通过压缩－激活注意力机制在通道方向关注车牌图像中

的字符，并且融合网络的深浅层特征，在提取语义的同时又能兼顾到字符定位，提高字符定位精度，同时采用深度可分离卷积

取代传统卷积，减少计算量，提高车牌识别速度。 最后，在 ＣＣＰＤ 数据集中选取最能体现光照强度、车牌倾斜和车牌模糊等复

杂场景的 ３ 个子数据集进行测试实验，测试结果达到 ９４．０％的平均准确率和 ３９５．６ ＦＰＳ 的识别速度，这表明本文提出的模型能

够在复杂场景下达到快速识别车牌的效果。
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０　 引　 言

近年来，人们生活水平显著提高，全国机动车保

有量也随之快速增长，与车辆相关的交通拥堵问题、
闯红灯现象也有所增加。 一个智能化的交通管理系

统可以帮助交警部门实现自动化交通管理，从而减

少交通拥堵和交通事故的发生。 车牌识别技术是智

能交通管理系统的重要组成部分，通过道路上的摄

像头，对车辆进行实时监控和识别，一旦发现车辆超

速或者闯红灯，就可以根据车牌号获得相关责任人

信息，从而促进警方及时处理违法行为，优化道路交

通运行，是实现智能化交通管理的核心技术。
传统的车牌识别方法主要分为车牌字符分割和

字符识别两个步骤。 武云飞［１］ 采用形态学算法对



车牌中的字符进行分割，再使用模板匹配进行车牌

字符识别，能够在 １ ０８８ 张图片中达到较高的识别

正确率。 吕文强等学者［２］ 提出一个基于车牌最大

相邻字符间隙的字符分割方法对车牌上的字符进行

分割，能够在字符粘连等环境中识别车牌。 刘丽

丽［３］提出了模板匹配联合特征多种算法相结合的

综合应用方法，有效解决了相似字符识别容易出错

的问题。 但是传统方法非常容易受到车牌图像中光

照不均、噪声等因素的影响，导致部分车牌字符识别

出现错误，深度学习技术的出现为复杂场景中的车

牌图片识别任务提供新的途径。 张彩珍等学者［４］

使用双向长短期记忆网络取代卷积循环神经网络结

构中的传统循环神经网络对车牌进行识别，不用分

割车牌字符就能识别车牌号码，有效提高车牌识别

平均准确率。 高昕葳［５］ 使用 Ｆａｓｔｅｒ－ＲＣＮＮ 网络进

行车牌定位，生成车牌提取框提取车牌，并且使用

ＶＧＧ１６ 网络模型识别车牌字符，能够实现在复杂环

境下对车牌进行准确识别。
本文采用深度学习方法研究复杂场景下的车牌

识别问题，提出一种改进的多标签分类结构的实时

车牌识别模型 （ Ｉｍｐｒｏｖｅｄ Ｍｕｌｔｉ － ｌａｂｅｌ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ
Ｓｔｒｕｃｔｕｒｅ ｆｏｒ Ｒｅａｌ － ｔｉｍｅ Ｌｉｃｅｎｓｅ Ｐｌａｔｅ Ｒｅｃｏｇｎｉｔｉｏｎ

Ｍｏｄｅｌ， ＩＭＣＲＬＰＲ）， 将 压 缩 － 激 活 （ Ｓｑｕｅｅｚｅ ａｎｄ
Ｅｘｃｉｔａｔｉｏｎ，ＳＥ） 注意力机制 和 深 度 可 分 离 卷 积

（Ｄｅｐｔｈｗｉｓｅ Ｓｅｐａｒａｂｌｅ Ｃｏｎｖｏｌｕｔｉｏｎ，ＤＳＣ）融合到车牌

识别模型中，能够达到在复杂场景下快速、准确识别

车牌的效果。

１　 模型结构

本文提出 ＩＭＣＲＬＰＲ 车牌识别模型，在车牌字

符定位模块设计了一个轻量化通道定位网络

（Ｌｉｇｈｔｗｅｉｇｈｔ Ｃｈａｎｎｅｌ Ｐｏｓｉｔｉｏｎｉｎｇ Ｎｅｔｗｏｒｋ，ＬＣＰＮ），融
合 ＳＥ 注意力从通道方向提取到车牌字符位置的权

重信息和深度可分离卷积（ＤＳＣ）提取到的特征信

息，有效提高车牌识别的精度。 ＩＭＣＲＬＰＲ 主要由车

牌特征提取、车牌字符定位、车牌字符识别三个模块

组成，其总体框架如图 １ 所示。 先将输入的车牌图

片进行预处理，将图像的大小调整为 ３０×１２０×３。 在

特征提取模块中，对图片进行特征提取，并进行下采

样操作，图片被转化为 ３０×７×１２８ 的特征向量。 然

后由车牌字符定位网络精确定位车牌字符并提取字

符特征。 最后，在车牌字符识别模块对提取到的车

牌特征进行分类，得到车牌识别结果。

1.车牌特征
提取 120?30?3

Feature
Extractor

2.车牌字符
定位 30?7?128

LCPN256

MaxPooling2D

LCPN1024

13?10?1024 Softmax
Classifier

豫

P

C

X

3

8

5

3.车牌字符
识别

图 １　 ＩＭＣＲＬＰＲ 车牌识别模型总体框架图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＩＭＣＲＬＰＲ ｌｉｃｅｎｓｅ ｐｌａｔｅ ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌ

１．１　 车牌特征提取

车牌特征提取是车牌字符识别的基础，一般使

用卷积神经网络来提取图像中的车牌字符特征。 目

前性能较好的卷积神经网络 （ 比 如 ＩｍａｇｅＮｅｔ、
ＭｏｂｉｌｅＮｅｔ 等）的网络深度较深，能够提高提取到的

特征的丰富程度，但是也需要更多的计算资源和更

长的计算时间，而车牌图片的组成比较简单，只有几

个字符，若使用这些网络提取特征会降低模型推理

速度。 并且由于网络输入图片的尺寸为 １２０×３０，所
以提取特征过程中在高度方向上最多只能进行 ５ 次
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下采样。 而 ＩｍａｇｅＮｅｔ 和 ＭｏｂｉｌｅＮｅｔ 等网络在设计之

初是为了用于目标分类和图像分类等任务，输入的

图片尺寸较大，下采样次数过多，无法满足研究需

求。 因此，就设计了一个由 ３ 个卷积层和 ２ 个最大

池化下采样层组成的网络来提取车牌特征，该网络

只进行 ２ 次下采样，而且结构比较精简，其整体结构

如图 ２ 所示。

Input
Feature Conv2D32 MaxPooling2D Conv2D64 MaxPooling2D Conv2D128 Output

Feature

图 ２　 特征提取网络结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｎｅｔｗｏｒｋ

１．２　 车牌字符定位

如图 １ 左下部所示，车牌字符定位模块由

ＬＣＰＮ ２５６、ＭａｘＰｏｏｌｉｎｇ２Ｄ 和 ＬＣＰＮ １０２４ 组成。 其

中，ＬＣＰＮ ２５６ 和 ＬＣＰＮ １０２４ 的模型结构完全相同，
由字符定位分支和浅层特征提取分支组成，结构如

图 ３ 所示。 ＬＣＰＮ ２５６ 和 ＬＣＰＮ １０２４ 的不同点在于

浅层特征提取分支中 ＤＳＣ 的输出通道数不同，
ＬＣＰＮ ２５６ 的输出通道数为 ２５６，ＬＣＰＮ １０２４ 的输出

通道数为 １ ０２４。

OutputFeature

Scale

HardSwitch

FC2

Relu6

FC1

GAP

字符定位
分支

浅层特征
提取分支

InputFeature

DSC

图 ３　 ＬＣＰＮ 结构图

Ｆｉｇ． ３　 ＬＣＰＮ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 在 ＬＣＰＮ 的字符定位分支，使用 ＳＥ 注意力从通

道方向对车牌图片中不同位置的特征赋予不同的权

重，突出字符所在位置的特征信息。 在 ＳＥ 中有 ３ 个

操作，分别是压缩、激活、特征重标定操作。 对此将

给出研究阐释如下。
（１）压缩（ｓｑｕｅｅｚｅ）操作。 主要通过全局平均池

化（Ｇｌｏｂａｌ Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ， ＧＡＰ）对每个通道的特

征图进行压缩，将其转换为一个标量值，这个标量值

反映了该通道在整个特征图中的重要性。 该值可由

式（１）来计算求出：

Ｓｃ ＝ Ｆｓｑ ｘｉｎ( ) ＝ １
Ｗ × Ｈ∑

Ｗ

ｉ ＝ １
∑
Ｈ

ｊ ＝ １
ｘｉｎ（ ｉ， ｊ） （１）

其中， Ｓｃ 表示压缩后的输出特征向量； ｘｉｎ 表示

一个具有 Ｃ 个通道的输入特征图； Ｗ 和 Ｈ 分别表示

输入特征图的宽和高。
（２）激活（Ｅｘｃｉｔａｔｉｏｎ）操作。 主要用于生成权

重，对每个通道的特征图进行加权，主要包含 ２ 步：
① 第一步，先使用一个全连接函数来减少压缩

操作的输出向量的通道数，从而减少注意力矩阵计

算操作的计算量，再使用 Ｒｅｌｕ６ 函数进行激活，这一

过程可被描述为式（２） ～式（３）：
ＥＣ ／ ｒ ＝ Ｒｅｌｕ６ ＦＣ１ ＳＣ( )( ) （２）

Ｒｅｌｕ６ ＝ ｍｉｎ（ｍａｘ（０，ｘ），６） （３）
　 　 其中， ＥＣ ／ ｒ 表示第一步减通道操作的输出特征

向量； ｒ 表示维度降低的比例系数； ＦＣ１ 表示用于减

通道的全连接函数。 Ｒｅｌｕ６ 函数是改进的 Ｒｅｌｕ函数，
当输入值大于 ６ 时，Ｒｅｌｕ６ 可以将输出值全置为常数

６，因此可以在一定程度上缓解梯度爆炸现象的发

生。
② 第二步，使用一个全连接函数将计算得到的

注意力权重向量的通道数提升到与输入向量的通道

数相同，方便后续加权操作，然后使用 ＨａｒｄＳｗｉｓｈ 函

数激活，得到一个数值介于 ０～１ 之间的注意力权重

向量，推得的计算公式如下：
ＥＣ ＝ ＨａｒｄＳｗｉｓｈ ＦＣ２ ＥＣ ／ ｒ( )( ) （４）

ＨａｒｄＳｗｉｓｈ ＝

０，　 　 　 ｘ ≤－ ３
ｘ（ｘ ＋ ３）

６
， － ３ ＜ ｘ ＜ ３

ｘ，　 　 　 ｘ ＞ ３

ì

î

í

ï
ïï

ï
ï

（５）

　 　 其中， ＥＣ 是第二步提升通道操作的输出特征向

量， ＦＣ２ 是用于提升通道的全连接函数。 ＨａｒｄＳｗｉｓｈ
函数是 Ｓｉｇｍｏｉｄ 函数的改进函数，在计算过程中只

需要进行一个分支判断和一次乘法运算，能够避免
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指数计算过程，减小运算的开销，提高计算速度。
（３）特征重标定（ ｆｅａｔｕｒｅ ｒｅｃａｌｉｂｒａｔｉｏｎ）操作。 使

用注意力权重向量 Ｅｃ 的各通道权重值与 ＳＥ 模块的

输入矩阵 ｘｉｎ 进行逐通道相乘，突出原向量中的部分

特征，可由式（６）进行描述：
ｘｏｕｔ ＝ Ｆｓｃａｌｅ ｘｉｎ，Ｅｃ( ) ＝ Ｅｃ·ｘｉｎ （６）

　 　 其中， ｘｏｕｔ 表示特征重标定操作的输出特征矩

阵， Ｆｓｃａｌｅ 表示特征重标定的矩阵相乘函数。
在 ＬＣＰＮ 的浅层特征提取分支，使用深度可分

离卷积（ＤＳＣ）来提取输入该模块的浅层特征信息，
使网络在定位字符的同时更多保留在网络浅层的原

始的特征，防止模型过深或者特征图太小导致的模

型退化、精度下降，提高网络的泛化能力。 ＤＳＣ 是一

种改进的卷积方式［６－７］，通过把卷积过程分为深度

卷积和逐点卷积两个步骤，将传统卷积过程解耦，在
保持模型准确性的同时大大提高了模型的速度和效

率。
深度卷积（Ｄｅｐｔｈｗｉｓｅ Ｃｏｎｖｏｌｕｔｉｏｎ）用于对输入

的特征向量进行逐通道卷积。 把输入特征向量的每

个子通道视为一个单独的特征向量进行卷积，以减

小计算量，然后得到与输入特征向量通道数量相同

的单个卷积结果。
逐点卷积（Ｐｏｉｎｔｗｉｓｅ Ｃｏｎｖｏｌｕｔｉｏｎ）可以用来进一

步优化深度可分离卷积的性能。 通过采用一组大小

为 １×１ 的卷积核来将深度卷积步骤的输出通道合

并为最终输出，可以实现通道间的组合和降维并且

能够增加模型的非线性能力。
经过以上 ２ 个分支的计算后，ＬＣＰＮ 还需要将

通道注意力（ＳＥ）和深度可分离卷积（ＤＳＣ）所提取

的特征进行融合，这样就能够在定位字符的同时又

能兼顾到浅层特征的提取，提高字符定位精度。
１．３　 车牌字符识别

如图 １ 中最右部分所示，从 １．２ 节得到车牌字

符的精准定位后，车牌字符识别模块只需要使用

Ｓｏｆｔｍａｘ 分类器对得到的字符特征进行分类就能得

到车牌识别结果，因此输入到车牌字符识别网络的

特征对字符位置的定位是否准确关系到最终识别结

果的对错。 为了观察输入到车牌字符识别网络的特

征是否准确定位，研究提取车牌字符识别网络输入

特征矩阵中权重最大的特征值，然后对特征矩阵进

行归一化，这样就可以得到神经网络对特征矩阵中

“最感兴趣”的特征，最后将特征矩阵还原到车牌原

图大小并且将特征矩阵与车牌原图进行重叠，车牌

字符识别网络输入特征图可视化效果如图 １ 中部红

色虚线框所示。

２　 实验与分析

为了验证本文提出的车牌识别方法在复杂场景

中的有效性，研究抽取 ＣＣＰＤ 数据集中最能体现光

照强度、车牌倾斜和车牌模糊等复杂环境的 ３ 个子

数据 集 （ ＣＣＰＤ － ＤＢ、 ＣＣＰＤ － Ｒｏｔａｔｅ 和 ＣＣＰＤ －
Ｃｈａｌｌｅｎｇｅ）进行实验。
２．１　 实验数据集

ＣＣＰＤ［８］是一个大型的、多样化的中国城市车

牌开源数据集，提供 ２９０ ｋ 个带有详细注释的独特

车牌图像。 每张图像中仅包含一个车牌，每个车牌

由 ７ 个字符组成。 第 １ 个字符为省份（共 ３１ 个类

别，不包含台湾省）、第 ２ 个字符为字母，剩下的 ５ 个

字符中的每一字符为字母或数字（所有出现的字母

不包含‘Ｉ’和‘Ｏ’，数字和字母共 ３４ 个类别）。 在做

模型对比实验时，随机选取子数据集 ＣＣＰＤ－ｂａｓｅ 中

的一半数据作为训练集，另外一半用作验证集。 测

试数据集是 ＣＣＰＤ －ＤＢ、ＣＣＰＤ －Ｒｏｔａｔｅ 和 ＣＣＰＤ －
Ｃｈａｌｌｅｎｇｅ 这 ３ 个子数据集，因为这 ３ 个子数据集最

能体现光照强度、车牌倾斜和车牌模糊等自然场景

对车牌识别网络性能的影响。
２．２　 实验设置

本文的实验在 ＧｅＦｏｒｃｅ ＲＴＸ ２０６０ＧＰＵ 上进行，
实验中使用的神经网络框架为 Ｔｅｎｓｏｒｆｌｏｗ１．１５．２。 为

了防止过度拟合，研究使用颜色抖动、随机裁剪、随
机缩放、随机平移和随机旋转等数据增强策略。 车

牌识别模型训练过程中输入图像大小调整为 ３０×
１２０，使用分类交叉熵损失函数和 ＲＭＳｐｒｏｐ 优化器，
ｂａｔｃｈ ｓｉｚｅ设置为 １ ０２４，初始学习率为 １×１０－２， ｅｐｏｃｈ
不设固定值，当连续 ５ 个 ｅｐｏｃｈ 损失没有减少时，将
学习率乘以衰减系数 ０．９，当连续 ３０ 个 ｅｐｏｃｈ没有得

到更低的损失时，就结束训练。 车牌识别模型在测

试时输入图像的大小调整为 ３０ × １２０，ｂａｔｃｈ ｓｉｚｅ 设

置为 ５。
２．３　 实验及分析

在本节中，采用一系列实验来验证本文提出的

车牌识别方法的有效性。 为了评估车牌字符定位网

络（ＬＣＰＮ）对识别准确率的影响，使用控制变量法，
删除 ＬＣＰＮ １ ０２４ 模块，只保留 ＬＣＰＮ ２５６ 模块，控制

ＬＣＰＮ ２５６ 模块中的 ＤＳＣ 元素的有无和 ＳＥ 网络的

有无来研究其对车牌识别精度和速度的影响。 其

中，当模型中没有 ＤＳＣ 时，使用一个与 ＤＳＣ 参数相

同的传统卷积来代替，实验结果见表 １。 表 １ 中，

０１２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １４ 卷　



“√”表示实验中使用的网络包含此列中对应的结

构，“×”表示实验中使用的网络不包含此列中对应

的结构。 通过观测模型预测的精度和速度来评估各

个模块的影响，并且通过计算经过每个卷积层所需

要的浮点计算量（Ｆｌｏａｔｉｎｇ Ｐｏｉｎｔ Ｏｐｅｒａｔｉｏｎｓ， ＦＬＯＰＳ）
来统计本模型计算成本。

表 １　 ＬＣＰＮ２５６ 模块中各元素对车牌识别精度和速度的影响

Ｔａｂｌｅ １　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｅａｃｈ ｅｌｅｍｅｎｔ ｉｎ ｔｈｅ ＬＣＰＮ２５６ ｍｏｄｕｌｅ ｏｎ ｔｈｅ ａｃｃｕｒａｃｙ ａｎｄ ｓｐｅｅｄ ｏｆ ｌｉｃｅｎｓｅ ｐｌａｔｅ ｒｅｃｏｇｎｉｔｉｏｎ

ＤＳＣ ＳＥ
Ａｃｃｕｒａｃｙ

ＤＢ Ｒｏｔａｔｅ Ｃｈａｌｌｅｎｇｅ Ｏｖｅｒａｌｌ Ａｃｃｕｒａｃｙ

Ｃａｌｃｕｌａｔｉｎｇ Ｃｏｓｔｓ ／
ＧＦＬＯＰＳ

Ｉｎｆｅｒｅｎｃｅ Ｓｐｅｅｄ ／
ＦＰＳ

× × ８７．６ ８５．６ ７４．８ ８３．９ １６３．４ ２３９．９

√ × ８６．９ ８６．２ ７４．５ ８３．６ １０１．５ ４０３．０

× √ ９１．１ ９０．０ ８０．８ ８８．３ １６３．５ ２４３．８

√ √ ９１．２ ８９．４ ８０．７ ８８．１ １０８．５ ３９５．６

　 　 观察表 １ 中的第 １ 行和第 ２ 行可以看出，在
ＬＣＰＮ２５６ 中将传统的卷积操作替换为深度可分离

卷积后，模型的整体识别精度会下降 ０．３％，但是模

型的计算成本下降了 ３８％，从而使模型的推理速度

提升了 ６６．６％。 这是因为 ＤＳＣ 相较于传统的卷积，
把整个卷积过程解耦为逐通道卷积和逐点卷积，减
小了运算量，提高运算速度。 因此在 ＬＣＰＮ 模块中

使用 ＤＳＣ 来代替传统的卷积，这样在仅牺牲小部分

精度的情况下，能够实现推理速度的大幅度提高。
观察表 １ 中的第 １ 行和第 ３ 行可以看出，在

ＬＣＰＮ２５６ 中使用 ＳＥ 注意力模块能够将模型的整体

识别精度提高 ５．２％，并且也没有明显增加模型的计

算成本。 这是因为 ＳＥ 注意力的主要运算是 １ 个全

局平均池化和 ２ 个涉及低维的全连接层，这些都不

会带来太大的运算开销，提高运算速度。 并且 ＳＥ
注意力能够在通道方向将与字符相关的特征进行加

权，因此能够提高模型的单个字符识别准确性，从而

提高车牌识别整体精度。
影响识别性能的另一个因素是 ＬＣＰＮ 模块的有

无，在其他条件都相同的情况下，对 ＬＣＰＮ ２５６ 模块

和 ＬＣＰＮ １０２４ 模块进行依次删除，研究其对车牌识

别精度的影响，实验结果见表 ２。
表 ２　 ＬＣＰＮ 模块的有无对车牌识别精度的影响

　 Ｔａｂｌｅ ２　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｈｅ ｐｒｅｓｅｎｃｅ ｏｒ ａｂｓｅｎｃｅ ｏｆ ＬＣＰＮ
ｍｏｄｕｌｅ ｏｎ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｌｉｃｅｎｓｅ ｐｌａｔｅ ｒｅｃｏｇｎｉｔｉｏｎ

ＬＣＰＮ
２５６

ＬＣＰＮ
１０２４

Ａｃｃｕｒａｃｙ

ＤＢ Ｒｏｔａｔｅ Ｃｈａｌｌｅｎｇｅ Ｏｖｅｒａｌｌ Ａｃｃｕｒａｃｙ

× × ８７．６ ８５．６ ７４．８ ８３．９

√ × ９１．２ ８９．４ ８０．７ ８８．１

× √ ９４．８ ９３．６ ８４．２ ９１．８

√ √ ９６．０ ９８．７ ８５．４ ９４．０

　 　 将表 ２ 中的第 １ 行、第 ２ 行和第 ３ 行进行比较、
第 １ 行中的网络没有加入 ＬＣＰＮ 模块，第 ２ 行只加

入了 ＬＣＰＮ ２５６ 模块，第 ３ 行只加入了 ＬＣＰＮ １ ０２４
模块，由此可以看出 ＬＣＰＮ 模块可以提高模型的识

别精度。 这是因为 ＬＣＰＮ 模块可以精确定位车牌图

片中的字符位置，使网络能够正确提取车牌字符特

征，进而提高车牌识别精度。
　 　 将表 ２ 中的第 ２ 行与第 ３ 行进行比较，第 ２ 行

中的 ＬＣＰＮ ２５６ 模块在进行特征融合的时候输入的

是 ２５６ 维的特征向量，第 ３ 行中的 ＬＣＰＮ １０２４ 模块

在进行特征融合的时候输入的是 １０２４ 维的特征向

量，实验结果表明在模型中加入 ＬＣＰＮ １ ０２４ 对精度

的提高比加入 ＬＣＰＮ ２５６ 好。 这是因为更多维度的

特征向量会包含更多的特征，模型也就能学习到更

多的信息，从而带来识别精度的提高。
将表 ２ 中的第 ２ 行和第 ３ 行与第 ４ 行进行比

较，第 ２ 行和第 ３ 行都只加入了一个 ＬＣＰＮ 模块，第
４ 行叠加了 ２ 个 ＬＣＰＮ 模块，实验结果表明叠加

ＬＣＰＮ 模块也会提升模型的识别正确率。 这是因为

叠加 ＬＣＰＮ 模块可以在原来的基础上再次提高对车

牌中字符定位的精度，提高车牌识别的精度。

３　 结束语

针对自然场景中复杂条件下的车牌检测识别问

题，本文提出一种改进的多标签分类结构的实时车

牌识别模型 ＩＭＣＲＬＰＲ。 该模型在车牌特征提取部

分设计一个层数较浅的特征提取网络，避免因为网

络过深而引起计算量增加。 在车牌字符定位部分设

计了一个基于特征融合的轻量化通道定位网络：采
用轻量化的深度可分离卷积替代传统卷积，减小计

算量，提高运算速度；加入通道注意力机制 ＳＥ 模
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块，从通道方向对车牌图片中不同位置的字符特征

进行关注；故该模块能够帮助模型精准定位复杂场

景中车牌内的字符位置。 在车牌字符识别部分，使
用 ｓｏｆｔｍａｘ 分类器对字符进行分类，从而识别车牌字

符，得到车牌号码。 最后，在 ＣＣＰＤ 数据集中选取最

能体现光照强度、车牌倾斜和车牌模糊等复杂场景

的 ３ 个子数据集 （ ＣＣＰＤ － ＤＢ、 ＣＣＰＤ － Ｒｏｔａｔｅ 和

ＣＣＰＤ－Ｃｈａｌｌｅｎｇｅ）来对本文提出的模型进行测试，
因为模型采用轻量化的设计，并且网络结构简单，所
以提出的模型在以上数据集的测试中达到 ９４．０％的

平均准确率和 ３９５． ６ ＦＰＳ 的识别速度， 这表明

ＩＭＣＲＬＰＲ 鲁棒性好、识别速度快，能够完成复杂场

景下的车牌识别任务。
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