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基于词嵌入和自注意力机制的方面提取算法

吴杭鑫， 张云华

（浙江理工大学 信息学院， 杭州 ３１００１８）

摘　 要： 方面提取是情感分析中的关键步骤，随着互联网的快速发展，短文本数据迅猛增加，对短文本数据加以整理和利用极

为重要。 本文针对短文本的特殊性，提出了短文本模型 ＷＥＳＭ。 与现有模型不同的是，本文引入了词汇共现网络，丰富了词

汇的上下文信息，针对中文数据，引入了 ｃｗ２ｖｅｃ 模型，能够充分利用中文词语的语义信息；为了提高短文本的上下文语义缺

失，引入了自注意力机制，能够丰富模型的上下文语义信息，提高方面词汇权重，在词汇聚类过程中，降低了非方面词汇的影

响。 相较于传统方面提取算法性能有着显著的提升。
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０　 引　 言

方面信息提取［１］是从给定原始文本中提取出表征

实体、实体属性或反映实体某一侧面的信息。 方面信

息是方面情感的直接受体，一般为一个词语或者短语。
例如，在句子“今天的晚餐既美味又实惠”中，“美味”和
“实惠”分别评价了晚餐的两个不同侧面，且赋予了正

向的情感极性，所以可作为方面信息提取出来。
方面提取任务是方面级别情感分类任务的前提

和基础。 近年来随着互联网的发展，越来越受到业

界的关注。 早期的研究人员主要采用基于语义特征

的方法来训练模型［２－４］。 但此类模型的性能受人为

定义特征的影响较大，相对费时、费力，且对于研究

人员的操作能力与资源质量有着较强的依赖性。 近

期，性能表现较好的方面提取算法，主要以基于词共

现网络和基于图的方法为主［５－７］。
受上述方法的启发，本文提出基于词嵌入和自

注意力机制的方面提取算法（Ｗｏｒｌｄ Ｅｍｂｅｄｄｉｎｇ ａｎｄ
Ｓｅｌｆ － ａｔｔｅｎｔｉｏｎ Ｍｏｄｅｌ ｆｏｒ Ａｓｐｅｃｔ Ｅｘｔｒａｃｔｉｏｎ， 简 称

ＷＥＳＭ），主要工作如下：
（１）利用基于词汇共现网络的来进行方面提

取，相较于传统的主题模型，能够有效克服短文本存

在稀疏性等特点，可以发现一些不常见的主题。
（２）引入自注意力机制，解决由于长距离依赖

问题而造成的上下文信息忽略问题，能够充分捕捉

词的上下文语义信息。
（３）应用细粒度的汽车评论数据集及来自购物

网站的抓取数据集，与当前主流相关算法进行了比

较。 实验结果表明，所提出的 ＷＥＳＭ 模型的性能优

于相关工作，适合于方面提取任务。

１　 相关工作

方面提取是观点挖掘领域中的细分任务，在过

去的数十年中，大量学者在方面提取上做了大量研



究工作。 如，在文献［８－９］中提出了一个词汇 ＨＭＭ
模型来提取文本的显示方面；文献［１０］提出基于监

督的条件随机场模型来提取显示方面。 但是监督学

习需要大量的标签数据，耗费大量的人力。
无监督的学习方法可以省去大量的数据标注工

作。 以 ｐＬＡＳ（ｐｒｏｂａｂｉｌｉｓｔｉｃ ｌａｔｅｎｔ ｓｅｍａｎｔｉｃ ａｎａｌｙｓｉｓ）［１１］

和 ＬＤＡ（Ｌａｔｅｎｔ Ｄｉｒｉｃｈｌｅｔ ａｌｌｏｃａｔｉｏｎ）［１２］ 模型为主的方

法，通过在文档与单词间搭建“主题”这一桥梁，来
进行方面提取，已经被许多研究者应用于方面提取

的任务中。 然而，这类主题模型基本都是针对长文

本方面提取，对于短文本任务无法取得良好效果。
针对短文本特性，文献［１３］提出了 ＢＴＭ（Ｂｉｔｅｒｍ Ｔｏｐｉｃ
Ｍｏｄｅｌ， 简称 ＢＴＭ）模型，它与 ＬＤＡ 模型不同的是使

用了 ｂｉｔｅｒｍ 进行建模，能够更好的发掘文章的隐藏主

题；文献［１４］提出了词汇网络共现主题模型（Ｗｏｒｄ
ＮｅｔＷｏｒｋ Ｔｏｐｉｃ Ｍｏｄｅｌ，简称 ＷＮＴＭ），通过词汇共现网

络中语义紧凑的潜在词群，发现不常见的主题，取得

了良好效果。 上述方法在针对短文本这一特定方向

时，综合表现较好，其共性在于挖掘上下文隐含的语

义关系解决短文本存在的稀疏性等特点。
综上所述，短文本数据相对于长文本主要存在的

问题是文本稀疏性大、语义信息不足以及主题不平衡

等。 针对这些问题，本文提出了 ＷＥＳＭ 模型，通过词

汇共现网络，解决了难以发现罕见主题的问题；通过

引入针对中文的词嵌入模型，能够更好的发掘出丰富

中文词汇的语义信息；通过引入自注意力机制，缓解

上下文语义缺失的问题，提高了算法的性能。

２　 模型描述

本文提出了一种基于词嵌入和自注意机制的方

面提取算法（ＷＥＳＭ）。 该模型基于词汇共现网络，
在整个语料库上构建伪文档，相较于传统的 ＬＤＡ 模

型，词汇共现网络有着明显的优势，能够充分利用整

个语料库的语义信息。 其次，其节点之间的边权值

表示两个词汇在上下文中共现的次数。 通过针对中

文的词嵌入模型 ｃｗ２ｖｅｃ 来训练词汇，丰富词汇的潜

在语义信息，得到词汇的向量表示。 然后输入到自

注意力机制模块中，其特点在于可以无视词汇之间

距离，捕获长距离的依赖关系。 算法模型架构如图

１ 所示。
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图 １　 ＷＥＳＭ 模型图

Ｆｉｇ． １　 Ｍｏｄｅｌ ｏｆ ＷＥＳＭ

　 　 其中，ＷｏｒｄＮｅｔ 是词汇共现网络， ｗｎ－１、ｗｎ、ｗｎ＋１

是输入量，分别表示语料库中的词汇、网络中节点是

词汇、节点之间的边权重表示两个节点词汇共现的

次数。 ｃｗ２ｖｅｃ 是中文单词向量模型，经过该模型的

训练可以得到词汇的向量表示，即 εｎ－１、 εｎ、 εｎ＋１ 。
经过词嵌入模型后，进入自注意力机制模块，该模块

主要是为了得到词汇的上下语义信息， Ｚｓ 表示相应

句子的嵌入表示， Ｗ 为过滤矩阵， Ｔ 代表高维空间

向量矩阵。
　 　 ＷｏｒｄＮｅｔ 是词汇共现网络（ＷＮＴＭ）模型，从关

键词之间的共现关系角度来建立网络。 考虑到语义

的联系是相互的，所以该网络是一个无向有权图。
其中节点表示关键词，权值表示两个词汇共同出现

的次数。 显然，若节点之间的边权值越大，则它们之

间的关系越紧密。
ＷＮＴＭ 模型由网络图、邻近表、伪文档三部分

组成，如图 ２ 所示。 其中，伪文档是和邻近表由词汇

与相邻节点生成的，描述了节点之间可能存在的关

系。
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图 ２　 ＷＮＴＭ 模型图

Ｆｉｇ． ２　 Ｍｏｄｅｌ ｏｆ ＷＮＴＭ
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　 　 词汇贡献网络生成相应的伪文档，步骤如下：
（１）根据词汇 ｗ ｉ 的邻近词汇表 Ｌｉ， 与潜在词群

ｚｉ， 进行“主题－单词”概率分布采样，得出相应关系

表达式： Θｉ ～ Ｄｉｒ（α）；
（２）对潜在词群 ｚ， 进行“伪文档－主题”概率分

布采样，得到表达式： φｚ ～ Ｄｉｒ（β）；
（３）对于邻近词汇表 Ｌｉ 中的每个词汇 ｗ ｊ：
①根据“伪文档－主题”概率分布，采样主题 ｚ ｊ

～ Ｄｉｒ（Θｉ）；
②根据“主题－单词”概率分布，采样单词 ｗ ｊ ～

Ｄｉｒ（φｚ ｊ）。
其中， Θ、φ 分别表示邻近表中潜在词群出现的

概率分布、词汇属于潜在词群的概率分布。
由于 ＷＮＴＭ 模型包含了词汇的上下文语义信

息，因此将词汇 ｗ ｉ 的邻近词表 Θｉ 的主题比例作为

词汇 ｗ ｉ 的主题比例，其计算公式如下：

Ｐ ｚ ｜ ｄ( ) ＝ ∑
ｗｉ

Ｐ ｚ ｜ ｗ ｉ( ) Ｐ ｗ ｉ ｜ ｄ( ) ， （１）

　 　 其中， Θｉ 可以表示为 Ｐ ｚ ｜ ｗ ｉ( ) ，Ｐ ｗ ｉ ｜ ｄ( ) 可

以看成词汇的经验分布，计算公式如下：

Ｐ ｗ ｉ ｜ ｄ( ) ＝
ｎｄ（ｗ ｉ）
Ｌｅｎ（ｄ）

． （２）

式中， ｎｄ（ ｗ ｉ） 表示词汇 ｗ ｉ 在文档 ｄ 中的词频，
Ｌｅｎ（ｄ） 表示文档 ｄ 的长度。 由于短文本数据的特

点，使得长文本主题相关方法对其处理效果欠佳。
而基于 ＷＮＴＭ 模型构建的伪文档中包含了所有的

主题信息，学习伪文档上的主题分布，能够解决短文

本数据稀疏性问题。
ＴＣ２ｖｅｃ 的另一个部分是 ｃｗ２ｖｅｃ 模型，该模型

以中文笔画信息作为特征，捕捉汉字词语的语义和

结构层面信息，获得分布式向量词并以负采样进行

计算。
ｃｗ２ｖｅｃ 模型使用一种基于 ｎ 元笔画的损失函

数，公式如下：

Ｌ ＝ ∑
ｗ∈Ｄ

∑
ｃ∈Ｔ（ｗ）

ｌｏｇｓｉｇｍｏｄ（ ｓｉｍ（ｗ，ｃ）） ＋

λ Ｅｗ＇ ～ Ｐ ｌｏｇｓｉｇｍｏｄ － ｓｉｍ ｗ，ｗ ＇( )( )[ ] ， （３）
其中， ｗ 和 Ｄ 分别表示词语和词语归属的训练

语料； ｃ 和 Ｔ（ｗ）是词语的上下文和词语上下文窗口

内的所有词语集合； λ 是负采样的数量，由总数乘

以负采样比例得到； Ｅｗ＇ ～ Ｐ［ ～ ］ 是期望，并且选择的

负采样 ｗ＇ 服从部分 Ｐ 。 因此，语料中出现次数越多

的词语越容易被采样，公式如下：

ｓｉｍ ｗ，ｗ ＇( ) ＝ ∑
ｑ∈Ｓ（ｗ）

ｑ
→
·ｗ

→＇ ． （４）

式中， ｑ
→

和 Ｓ（ｗ）分别表示 ｎ 元笔画向量及当前词语

ｗ 所对应的 ｎ 元笔画的集合。 该方法是将当前词语

拆解为对应的 ｎ 元笔画。 如“人”字，可拆解为一撇

一捺。
在词嵌入层后增加自注意力层，通过自注意力

机制获取文本的上下文语义信息，重构句子嵌入表

示，转化为 ｒｓ 的形式。
通过加权和的方式将方面信息纳入到重现后的

句子中，计算公式如下：

ｚｓ ＝ ∑
ｎ

ｉ ＝ １
ａｉ ｅｗｉ

． （５）

式中， ｅｗｉ
表示第 ｉ 个词汇的向量，词汇的嵌入表示

和上下文环境将共同决定注意力机制的权值，即 ａｉ

的数值。 计算公式如下：

ｙｓ ＝
１
ｎ∑

ｎ

ｉ ＝ １
ｅｗｉ

． （６）

ｄｉ ＝ ｅＴｗｉ
·Ｍ·ｙｓ ． （７）

ａｉ ＝
ｅｘｐ ｄｉ( )

∑
ｎ

ｊ ＝ １
ｅｘｐ ｄ ｊ( )

． （８）

　 　 其中， ｙｓ 由组成句子词汇的向量和求均值得

到，是句子向量的嵌入。 通过模型训练获得矩阵

Ｍ（Ｍ ∈ Ｒｄ×ｄ）， 并在句子向量和词汇向量之间进行

映射，以获得词汇和方面相关信息。 ａｉ 表示注意机

制的权重，公式如下：
ｒｓ ＝ ＴＴ·ｐｔ， （９）

ｐｔ ＝ ｓｏｆｔｍａｘ Ｗ·ｚｓ ＋ ｂ( ) ． （１０）
　 　 其中， ｐｔ 表示方面嵌入权重，将 ｚｓ 从 ｄ 维降到 ｋ
维，然后通过 ｓｏｆｔｍａｘ 函数标准化得到。 Ｗ 和 ｂ 从训

练模型中获得的。
若直接进行后续训练，将会产生较大的重构误

差。 因此，本文采用最大边界相关函数（Ｃｏｎｔｒａｓｔｉｖｅ
Ｍａｘ－ｍａｒｇｉｎ Ｏｂｊｅｃｔｉｖｅ Ｆｕｎｃｔｉｏｎ），其公式如下：

Ｊ θ( ) ＝ ∑
ｓ∈Ｄ

∑
ｍ

ｉ ＝ １
ｍａｘ ０，１ － ｒｓ ｚｓ ＋ ｒｓ ｎｉ( ) ． （１１）

其中，Ｄ 代表语料库， ｎｉ 代表负样本。 训练使

得 ｒｓ 与 ｚｓ 大体相似，并且与 ｎｉ 最大限度不同。 ｛Ｅ、
Ｔ、Ｍ、Ｗ、ｂ｝ 为训练得到的模型参数。

３　 实验及分析

３．１　 数据集和评价指标

为验证模型的有效性，采用公开数据集（细粒

度汽车评论标注语料数据集）通过网络爬取相关评

论信息（某购物网站关于手机的相关数据）进行测
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试，并且都详细标注了用户评论中的评价对象和评

价特征。 数据集详细信息见表 １。
表 １　 数据集和训练集

Ｔａｂ． １　 Ｄａｔａ ｓｅｔｓ ａｎｄ ｔｒａｉｎｉｎｇ ｓｅｔｓ

句子 方面 包含方面的句子

数据 １ 训练集 ３ ２６１ ２ ７８１ １ ８５２

测试集 ９００ ７４１ ５７９

数据 ２ 训练集 ２ ６１６ １ ８６０ １ ３１２

测试集 ７５０ ６１２ ４３６

　 　 本文选取精确率 （Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ）
和 Ｆ － ｓｃｏｒｅ值来评估模型的整体性能。 精确率计算

公式如下：

ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

． （１２）

　 　 召回率也称为查全率 （Ｒｅｃａｌｌ）， 计算公式如

下：

ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

． （１３）

　 　 实验引入了 Ｆ － ｓｃｏｒｅ 值，用来调节查准率和查

全率，公式如下：

Ｆ － ｓｃｏｒｅ ＝ （１ － β２） ｐｒｅｃｉｓｉｏｎ × ｒｅｃａｌｌ
β２（ｐｒｅｃｉｓｉｏｎ ＋ ｒｅｃａｌｌ）

， （１４）

其中， β 为 Ｆ － ｓｃｏｒｅ 中权重参数。
３．２　 实验结果及分析

本文使用主题聚合度（Ｔｏｐｉｃ Ｃｏｈｅｒｅｎｃｅ）来评价

得到的方面聚类之间的相似性，它与方面词相似度

之间呈正相关，其计算公式如下：

　 Ｃ ｔ；Ｖ ｔ( )( ) ＝ ∑
Ｍ

ｍ ＝ ２
∑
ｍ－１

ｌ ＝ １
ｌｏｇ

Ｄ ｖ ｔ( )

ｍ ，ｖ ｔ( )

ｌ( ) ＋ ε
Ｄ ｖ ｔ( )

ｌ( )
． （１５）

其中， ｔ 代表某个方面；Ｍ 表示在方面集合选取

词汇数量；Ｖ ｔ( ) 代表方面 ｔ中 ｎ个方面词汇； ｖ ｔ( )

ｍ 和

ｖ ｔ( )

ｌ 分别表示方面 ｔ 中的两个方面词汇； Ｄ ～( ) 表

示参数（方面词汇）的共现次数。 当只有一个参数

时，表示该词汇的出现次数。 为了防止 ｌｏｇ 函数的

值为 ０ 造成计算错误，本文设置 ε 为 １。 公式如下：

　 Ｃ ｔ；Ｖ ｔ( )( ) ＝ ∑
Ｍ

ｍ ＝ ２
∑
ｍ－１

ｌ ＝ １
ｌｏｇ

Ｄ ｖ ｔ( )

ｍ ，ｖ ｔ( )

ｌ( ) ＋ １
Ｄ ｖ ｔ( )

ｌ( )
． （１６）

本文选取 ＬＤＡ、ＢＴＭ、ＷＮＴＭ、ＷＥＳＭ 算法在数

据集上进行对比实验，模型表现如图 ３、图 ４ 所示。

其中主题数统一选 １０，先验参数 α ＝ ５０
Ｋ

＝ ５，β ＝ ０．０５

学习率设置为 ０．０２５。
　 　 从图 ３ 和图 ４ 中可以看出，ＷＮＴＭ 模型在主题

句聚合度上的实验结果优于 ＬＤＡ 和 ＢＴＭ 模型，而

ＷＥＳＭ 算法又优于 ＷＮＴＭ 模型。 由于数据都是短

文本数据，用于长文本的 ＬＤＡ 模型在实验结果上略

逊色于 ＷＮＴＭ 模型和 ＢＴＭ 模型，而 ＷＥＳＭ 算法是

在 ＷＮＴＭ 的基础上增加了词向量模型和自注意力

机制，能够更细粒度的利用词汇语义信息。 主题聚

合度得分越高，则模型所得到的主题质量更好，证明

了引入自注意机制能够有效丰富语境语义，提高主

题质量。
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图 ３　 数据集 Ｄ１ 主题聚合度

Ｆｉｇ． ３　 Ｄａｔａ ｓｅｔ Ｄ１ ｔｏｐｉｃ ａｇｇｒｅｇａｔｉｏｎ ｄｅｇｒｅｅ
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图 ４　 数据集 Ｄ２ 主题聚合度

Ｆｉｇ． ４　 Ｄａｔａ ｓｅｔ Ｄ２ ｔｏｐｉｃ ａｇｇｒｅｇａｔｉｏｎ ｄｅｇｒｅｅ

　 　 图 ３ 和图 ４ 通过各主题聚合度得分表现，说明

了 ＷＥＳＭ 模型主题聚合效果上表现更出色。 下面

将通过查准率、召回率以及 Ｆ１ 值对模型的其它方

面做进一步验证。 其中本文选取前 ｎ （其中 ｎ ＝ １０，
２０，３０，４０）个词汇计算各项指标，结果如图 ５、图 ６
所示。
　 　 从图 ５ 和图 ６ 可以看出，ＷＥＳＭ 模型的平均查

准率比其它三个模型更好。 对图表进一步观察对比

发现，针对短文本提出的 ＷＮＴＭ 和 ＢＴＭ 模型在查

准率上的表现优于 ＬＤＡ 模型； 通过 ＷＮＴＭ 和

ＷＥＳＭ 的对比发现，引入词嵌入和自注意力机制确

实有利于查询率的提高，验证了其对于方面提取性

能的提升是有效果的。
　 　 通过图 ７ 和图 ８ 可以看出，随着词汇数量的增

加，各模型的 Ｆ１ 值都呈现下降的趋势。 但 ＷＥＳＭ
模型在实验中的表现还是优于其他模型。 验证了词

向量和自注意力机制能够丰富词汇的上下文语义特

征，从而提高方面提取的性能。

８２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　
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图 ５　 数据集 Ｄ１ 平均查准率

Ｆｉｇ． ５　 Ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｄａｔａ ｓｅｔ Ｄ１

LDABTMWNTMWESM0.95
0.90
0.85
0.80
0.75
0.70
0.65
0.60
0.55
0.50

Pr
ec
is
io
n

10 20 30 40
TopnTerms

图 ６　 数据集 Ｄ２ 平均查准率

Ｆｉｇ． ６　 Ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｄａｔａ ｓｅｔ Ｄ２
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图 ７　 数据集 Ｄ１ 平均 Ｆ１ 值
Ｆｉｇ． ７　 Ａｖｅｒａｇｅ Ｆ１ ｖａｌｕｅ ｏｆ ｄａｔａ ｓｅｔ Ｄ１
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图 ８　 数据集 Ｄ１ 平均 Ｆ１ 值
Ｆｉｇ． ８　 Ａｖｅｒａｇｅ Ｆ１ ｖａｌｕｅ ｏｆ ｄａｔａ ｓｅｔ Ｄ２

４　 结束语

本文在词汇共现网络基础上引入了词向量模型

和自注意力机制，提出了方面提取算法 ＷＥＳＭ。 实

验结果表明，基于本文提出的方面提取算法及自注

意力机制的引入，能够丰富词汇的语义信息，得到文

本的上下文语义信息。 通过应用两个数据集实验，
对比了相关的方面提取方法，证明了本文算法的优

势所在。 但是，模型仍旧存在一些不足。 如，方面词

汇聚类簇数要人为进行设置、参数的设定直接影响

模型的性能等问题。 因此，在后续研究中可以考虑

是否能够将这些步骤都通过算法训练得到，减少人

为对算法的影响。
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