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基于 ＡＲＩＭＡ 模型的城市轨道交通客流预测及研究

倪　 杰， 于　 莉， 靳笑楠

（上海工程技术大学 城市轨道交通学院， 上海 ２０１６２０）

摘　 要： 在城市轨道交通新线开通运营后期，客流趋于稳定的情况下，利用改进的时间序列模型 ＡＲＩＭＡ（Ａｕｔｏｒｅｇｒｅｓｓｉｖｅ Ｉｎｔｅ⁃
ｇｒａｔｅｄ Ｍｏｖｉｎｇ Ａｖｅｒａｇｅ Ｍｏｄｅｌ），对新线开通后期的站点进出站客流进行预测。 为增加预测精度，利用小波分析方法对客流进

行去噪，同时利用差分的方法消除数据的趋势性和季节性。 将预测进站客流值与实际客流量对比可知，平均误差约为

３．７０８％，预测效果较好，具有很强的应用性。
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０　 引　 言

近年来，随着城市轨道交通行业的高速发展，由
于新线开通运营后期，站点周边公交配套设施逐渐

完备，乘客对于新线已经较为熟悉，且原有的客流出

行习惯也会由于新线所提供的便利性而得到改变。
此时站点的进出站客流波动趋于稳定，因此可以利

用历史数据进行客流预测。
目前，众多学者针对不同场景提出不同的预测方

法。 郭文雅等［１］比对武汉轨道交通 ３ 号线开通前后，
线网及各线路客流变化情况，定量分析了新线开通对

线网及各线路客流的影响，提出了提高线网客流的几

项建议和措施。 杨德明等［２］ 对深圳地铁新开通线路

进行观察，结合网络后台客流数据分析，找出网络中

存在较大问题的车站，掌握新线开通客流变化规律。
朱霞等［３］从上海轨道交通运营线路的客流变化入手，
探讨网络化进程对客流变化的影响，分析网络化进程

中客流变化的原因。 郑清杰［４］ 在分析历史新线接入

后客流变化情况，基于土地利用性质对城市轨道交通

车站进行 Ｋ 聚类，基于聚类结果及新线车站的评估，

进行新线车站进出站量的预测。
考虑到不同重要度等级下的站点客流特性有较

大差异［５］，时间序列模型的优势在于能够较好的挖

掘出数值变化背后的规律性。 因此，本文采用时间

序列模型进行站点进出站客流的预测，并利用小波

去噪法，针对客流信号中不规则波动的噪点进行去

除，提高预测精度。

１　 客流预测时序模型建立

时间序列模型能够对一个时间序列进行时频两

方面的分析。 时域分析认为当前信号组成的时间序

列是由过去的状态以及相关的外部因素（噪声、干
扰等）组成的，即将来的数据能够由之前的时序数

据预测而出；频域分析则认为时间序列可以通过不

同周期振幅下的正弦波相加而得，即将正弦波通过

平移拉伸产生一系列不同周期及振幅的波系来对一

个信号进行表示［６］。
本文研究内容为城市轨道交通客流数据，该序

列受多种因素的影响，呈现出时序的趋势及特征。
因此在对客流信号进行分析时主要还是关注于时间



域，以达到预测的目的。 而频率域的分析，则集中于

对客流信号的去噪，以及不同频率成分的分析。 由

于本文所采用的数据为地铁日进出站客流量，且数

据时间跨度较大，故而季节性与趋势性并存，因此采

用 ＡＲＩＭＡ（ｐ，ｄ，ｑ） （Ｐ，Ｄ，Ｑ） Ｓ 进行预测模型的建

立。 ＡＲＩＭＡ 方法的模型运用主要包括：模型平稳性

分析、模型阶数判定以及模型估计。 利用季节时间

序列模型即可预测出各等级下的站点新线开通后期

的进出站客流。
为了验证方法的可行性，在站点客流预测前，优

先针对线网全日总客流进行预测尝试。 图 １ 即为利

用 ２００６ 年 １ 月 ～ １１ 月的全日客流数据，预测 ２０１６
年 １２ 月的预测值与实际值之间的对比图。
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图 １　 全日总客流时间序列预测值与实际值对比图
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　 　 由此可见，总体预测精度较高，能够较好地保留

客流变化的趋势，证明了预测方法的可用性。

２　 预测实例研究

时间序列模型即为利用站点历史客流数据的变

化对新线开通后期的站点客流量进行预测。 由于不

同线路所在线网中位置走向的差异，则在进行实际

预测时，需要对不同类别线路的站点分别进行建模，
以提高预测精度。 本文选取上海地铁 ９ 号线杨高中

路站作为实例，进行换乘站点进站客流预测模型的

建立与演示。
２．１　 数据处理与分析

预测采用 ２０１５ 年 １ 月 １ 日～２０１８ 年 ６ 月 ２４ 日

的上海地铁 ９ 号线杨高中路站的全日进站客流数

据，利用 Ｍａｔｌａｂ 绘制该站进站客流的总体趋势如图

２ 所示。
　 　 从图中清晰可见客流变化趋势，春节期间，客流

量降至全年的低谷，各大节假日，客流量也会有较大

的降低。 此外还有少量数据存在着较大幅度的波

动，若将这些异常波动点纳入时间序列模型中，则会

降低预测的精度及模型的拟合效果，因此需要利用

小波分析方法进行去噪。
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图 ２　 杨高中路站进站客流总体趋势图
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　 　 （１）借助 Ｍａｔｌａｂ 对客流数据进行 ｄｂ９ 小波基下

的 ３ 层分解，编程求取阈值（约为 ３７４５．３）。 将分解

后的低频信号进行软阈值去噪，对去噪后的信号进

行重构，可得新的客流趋势如图 ３ 所示。
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图 ３　 三层分解后的客流高低频信号
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　 　 由此可见，经过小波去噪后的客流信号，相对较

为光滑且将客流波动变化的特征尖峰很好地进行了

保留。 去噪后的进站客流总体趋势如图 ４ 所示。
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图 ４　 去噪后的进站客流总体趋势图
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　 　 （２）利用去噪后的客流数据进行时间序列模型的

构建，首先绘制自相关图和偏自相关图，如图 ５ 所示。
　 　 显而易见，两图皆未呈现拖尾或是截尾趋势，因此

序列非平稳。 观察偏自相关图中，数据在前三阶显著

突出，但随着阶数的增长，数据在零水平线上下波动未

显著趋于零。 因此可知，序列趋势性与季节性并存。
（３）为了消除数据的趋势性和季节性，拟采用

一阶差分和一阶季节差分对数据进行差分。 经增加
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阶数进行差分以及对数变换等尝试，效果并不明显。
因此，为了不过分丢失原始数据的特性，最终选择一

阶差分。 差分结果如图 ６ 所示。

　 　 经差分后数据的自相关图、偏自相关图，如图 ７
所示。 数据的趋势性得到了一定的消除，但仍有少

许季节性波动。
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图 ６　 客流信号的一阶差分图
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图 ７　 差分后数据的自相关图和偏自相关图
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２．２　 模型构建及预测

考虑到数据既存在着趋势性又存在季节性，在构

建季节时间序列模型时，根据图 ７ 的拖尾及截尾情

况，尝试建立 ＡＲＩＭＡ（５，１，３） （１，０，１） Ｓ 模型，利用

ＳＰＳＳ 进行模型参数的拟合，实际拟合结果见表 １。
　 　 由模型拟合结果可知，平稳的 Ｒ 方和 Ｒ 方都达

到 ０．８５８，Ｌｊｕｎｇ－Ｂｏｘ Ｑ（１８）（杨博克斯统计量）的显

著性为 ０．７１３，说明序列已经达到平稳，消除了自相

关性，而且正态化贝叶斯统计值也达到 １３．９２４，可见

模型总体拟合效果良好，可用性较高。
利用所建模型对一周内的进站客流进行预测

（２０１８ 年 ６ 月 ２５～７ 月 １ 日数据），预测出的客流量

见表 ２，客流预测值的拟合效果如图 ８ 所示。
　 　 预测进站客流值与实际客流量作对比结果见

表 ３。求得平均误差约为 ３．７０８％，可见预测效果较

好，能够达到一定的运用程度。
表 １　 模型拟合效果评价表

Ｔａｂ． １　 Ｍｏｄｅｌ ｆｉｔｔｉｎｇ ｅｆｆｅｃｔ ｅｖａｌｕａｔｉｏｎ

模型 预测变量
模型拟合统计量

平稳的 Ｒ 方 Ｒ 方 ＢＩＣ

Ｌｊｕｎｇ－Ｂｏｘ Ｑ（１８）

统计量 ＤＦ Ｓｉｇ．

客流－模型 ０ ０．８５８ ０．８５８ １３．９２４ ５．４０８ ８ ０．７１３

表 ２　 模型预测结果

Ｔａｂ． ２　 Ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ

模型 星期一 星期二 星期三 星期四 星期五 星期六 星期日

客流－模型 预测 １４ ７１０ １７ ８０７ １７ ０２１ １６ ９１４ １９ ２４８ １７ ５４７ １７ ２５３
ＵＣＬ １６ １９１ １９ ３３８ １９ ５３３ １９ ８６８ ２０ ６７３ ２０ ９４８ １８ ５１４
ＬＣＬ １２ ２２８ １４ ２７６ １３ ９４０ １３ ９５９ １５ ４２０ １４ ５４８ １２ ９９１
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图 ８　 客流预测值拟合图

Ｆｉｇ． ８　 Ｐａｓｓｅｎｇｅｒ ｆｌｏｗ ｐｒｅｄｉｃｔｉｏｎ ｖａｌｕｅ ｆｉｔｔｉｎｇ ｍａｐ
表 ３　 预测结果比较

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

实际客流 预测客流 客流差值 客流误差 ／ ％
１４ ４１５ １４ ７１０ －２９５ －２．０５
１６ ８８０ １７ ８０７ －９２７ －５．４９
１６ ８６３ １７ ０２１ －１５８ －０．９４
１７ ２４７ １６ ９１４ ３３３ １．９３
１８ ２９１ １９ ２４８ －９５７ －５．２３
１６ ８５１ １７ ５４７ －６９６ －４．１３
１６ ２４８ １７ ２５３ －１ ００５ －６．１９

３　 结束语

本文以 ２０１５ 年～ ２０１８ 年上海地铁客流数据为

基础，以轨道交通市区段新线开通后的进出站客流

量为预测对象，预测城市轨道交通新线开通后期的

客运量。 在进行时序建模时需要对区段的站点分别

进行建模，对杨高中路站站进行了基于小波去噪的

时间序列模型预测的实例分析，预测平均误差较小

（约为 ３．７０８％），证明该方法具有一定的实用性和

工程应用性，可以应用于新开线路后期的客流预测

研究及工程应用。
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